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摘要 ：

[背景] 尘肺病的人工诊断受到多种因素的影响，容易出现漏诊误诊情况。人工智能在医学影
像领域的发展十分迅速，考虑能否利用人工智能实现对尘肺病影像的读片。

[目的] 基于深度卷积神经网络的方法构建三种深度学习模型，进行尘肺病有无的诊断。评价
三种模型诊断效能并进行对比，挑选出最优的模型。

[方法] 收集 7 家医院在 2017 年 6 月—2020 年 12 月拍摄的数字 X 线摄影（DR）胸片并对胸片
进行质量控制。收集的 DR 胸片中尘肺诊断阳性为阳性组，无尘肺胸片为阴性组。由通过阅
片考核的专家对收集胸片进行标注，标注过程中不断进行基于最大期望算法的一致性考核。
标注后的数据经数据清洗、数据归档、预处理后纳入训练集和验证集。构建 TMNet、ResNet-
50 和 ResNeXt-50 三种深度卷积神经网络模型，采用十折交叉验证法对模型进行训练，得到
最优的模型。收集未纳入训练集和验证集的 500 例 DR 胸片，经由 5 位资深专家共同鉴定作
为金标准成为测试集。通过测试，得到三种模型的准确率、灵敏度、特异度、受试者工作特征
曲线下面积（AUC）等指标，评价三种模型性能并进行对比。

[结果] 本研究共收集训练集与验证集 DR 胸片 24 867 张，其中阳性组 6 978 例，阴性组 17 889 例。
收集胸片中肺部异常情况如气胸、肺结核等共有 312 例。共有 9 名专家对胸片进行了标注，

尘肺异常（不分期）的标注一致性率均在 88%以上，尘肺分期的标注一致性率从 84.68%到
93.66%不等。TMNet 的诊断准确率为 95.20%，灵敏度达到 99.66%，特异度为 88.61%，AUC 值
为 0.987。ResNeXt 的诊断准确率为 87.00%，灵敏度达到 89.93%，特异度为 82.67%，AUC 值
为 0.911。ResNet 的诊断准确率为 84.00%，灵敏度达到 85.91%，特异度为 81.19%，AUC 值为
0.912。TMNet 模型的上述指标均高于 ResNeXt-50 和 ResNet-50 模型。TMNet 与另外两个模
型 AUC 差值的差异有统计学意义（P < 0.001）。

[结论] 三种卷积神经网络模型均可有效诊断尘肺病的有无，其中 TMNet 的效能最好。
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Abstract:

[Background] Diagnosis of pneumoconiosis by radiologist reading chest X-ray images is affected
by many factors and is prone to misdiagnosis/missed diagnosis. With the rapid development of
artificial intelligence in the field of medical imaging, whether artificial intelligence can be used to
read images of pneumoconiosis deserves consideration.

[Objective] Three  deep  learning  models  for  identifying  presence  of  pneumoconiosis  were
constructed  based  on  deep  convolutional  neural  network.  An  optimal  model  was  selected  by
comparing diagnostic efficiency of the three models.

[Methods] Digital  radiography  (DR)  chest  images  were  collected  between  June  2017  and
December  2020  from  7  hospitals  and  standard  radiograph  quality  control  protocol  was  also
followed. The DR chest images with positive results were classified into the positive group, while
those  without  pneumoconiosis  were  classified  into  the  negative  group.  The  collected  chest
radiographs  were  labeled  by  experts  who  had  passed  the  assessment  of  reading  radiographs,
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and the experts were constantly assessed for consistency in the labeling process based on an expectation-maximization algorithm. The
labeled  data  were  cleaned,  archived,  and  preprocessed,  and  then  were  grouped into  a  training  set  and  a  verification  set.  Three  deep
convolutional  neural  network  models  TMNet,  ResNet-50,  and  ResNeXt-50  were  constructed  and  trained  by  ten-fold  cross-validation
method  to  obtain  an  optimal  model.  Five  hundred  cases  of  DR  chest  radiographs  that  were  not  included  in  the  training  set  and  the
validation set were collected, and identified by five senior experts as the gold standard, named the test set. The accuracy rate, sensitivity,
specificity,  area  under  curve  (AUC),  and other  indexes  of  the  three models  were  derived after  testing,  and the efficiency  of  the  three
models was evaluated and compared.

[Results] A  total  of 24 867 DR chest  radiographs of  the training set  and the validation set  were collected in this  study,  including 6 978
images  in  the  positive  group  and 17 889 images  in  the  negative  group.  There  were  312  cases  of  pulmonary  abnormalities  such  as
pneumothorax  and  pulmonary  tuberculosis.  A  total  of  nine  experts  labeled  the  chest  radiographs,  the  labeling  consistency  rate  of
pneumoconiosis  (non-staging)  was  above  88%,  and  the  labeling  consistency  rate  of  pneumoconiosis  staging  ranged  from  84.68% to
93.66%. The diagnostic accuracy, sensitivity, specificity, and AUC of TMNet were 95.20%, 99.66%, 88.61%, and 0.987, respectively. The
indicators of ResNeXt were 87.00%, 89.93%, 82.67%, and 0.911, respectively. Those of ResNet were 84.00%, 85.91%, 81.19%, and 0.912,
respectively.  All  these indexes  of  TMNet were higher  than those of  ResNeXt-50 and ResNet-50 models.  The AUC differences  between
TMNet and the other two models were both statistically significant (P < 0.001).

[Conclusion] All the three convolutional neural network models can effectively diagnose the presence of pneumoconiosis, among which
TMNet provides the best efficiency.

Keywords: pneumoconiosis; convolutional neural network; artificial intelligence; deep learning

  

尘肺病是全世界一种常见的职业病，是由于职业
活动中长期吸入生产性矿物性粉尘并且在肺内潴留
而引起的以肺组织弥漫性纤维化为主的疾病，发病率
高且不可逆转。依据《2019 年我国卫生健康事业发展
统计公报》，当年全国共报告 19 428 例各类职业病新
病例，其中职业性尘肺病 15 947 例，全国累计报告职
业病病例 99 万余例，其中尘肺 89 万余例，约占 90%，

尘肺病在我国发展依旧迅猛[1]。依据 GBZ 70—2015
《职业性尘肺病的诊断》，诊断尘肺病的关键是正确判
读 X 线胸片，根据小阴影密集度、肺区分布等确定尘
肺分期。但人工阅片对医生水平要求较高，标准片与
实际病例情况存在差距；部分地区医疗资源匮乏，缺
乏足够的尘肺病诊断医师；加上疲劳看片等因素的影
响，很容易出现尘肺病误诊漏诊的情况。

针对这一难题，国内外专家学者试图通过人工智
能技术来解决，如 Zhu 等[2] 使用支持向量机来实现尘
肺病数字 X 射线摄影（digital radiography, DR）图像的
分类；Okumura 等 [3] 采用人工神经网络识别 X 线胸
片，判断是否存在尘肺病。相较于传统的人工诊断，医
疗人工智能技术多为机器学习和深度学习的技术，利
用大批量高质量数据和计算机算力，诊断结果具有较
好的灵敏度和特异度[4]。其中深度学习属于一个框架，

包含多种重要算法，如卷积神经网络[5]、限制玻耳兹曼
机[6]、循环神经网络[7] 等，目前医学图像的处理主要是
依据卷积神经网络。卷积神经网络模型多为多层神经
网络，即深度卷积神经网络，包括 ResNet[7]、DenseNet[8]、
Inception[9] 等。

本研究提出一种基于深度卷积神经网络的尘肺
病人工智能诊断方法，包括通用的 ResNet-50 模型、
ResNeXt-50 模型 [10] 和自行构建的 TMNet 模型，对标
注胸片进行训练。根据测试集测试结果比较三种模型
的诊断效能，选出最优模型。本研究旨在利用高质量
标注数据和卷积神经网络实现对 DR 胸片有无尘肺病
的诊断。 

1    材料与方法 

1.1    资料的选择
此次研究收集的胸片数据是应急总医院、乌海市

职业病防治院、河南煤炭总医院、贵州林东总医院、
同煤集团职业病防治院、赣南职业病防治医院和宁夏
第五人民医院于 2017 年 6 月—2020 年 12 月期间累
计上传的历史病例，数据来源为门诊病人、住院病人
和职业健康体检筛查人群。7 家医院的 DR 机器来自
不同的厂家，包括进口的通用电器和西门子，国产的
东软，上传数据按规定对临床数据进行脱敏。纳入的
数据主要包括尘肺病诊断阳性胸片和无尘肺胸片，将
尘肺诊断阳性胸片作为阳性组，无尘肺胸片作为阴性
组。阳性组中的尘肺病种类包括矽肺、煤工尘肺、水
泥尘肺、石棉尘肺和其他种类的尘肺病。本研究获得
应急总医院伦理委员会的批准，审批编号为 L21-1。

纳入标准：因为在实际的尘肺病诊断过程中许多
尘肺病人有并发症，故此次研究收集的胸片数据中肺
癌、肺气肿、气胸、活动性肺结核等其他肺部情况均
被纳入。排除标准：①侧位胸片数据，其他部位的
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DR 图像；②年龄 < 18 岁、 > 80 岁的患者的 DR 胸片；
③GBZ 70—2015《职业性尘肺病的诊断》附录 C 标准
中的三级片及四级片。 

1.2    胸片的质量控制
邀请 1 位有数十年影像科工作经验和尘肺病阅

片经验的医师前往合作医院指导胸片摄影，达到控制
胸片质量的目的。具体措施包括：组织合作医院影像
科相关摄片技师参与学习 GBZ 70—2015《职业性尘肺
病的诊断》；调整拍摄参数，优化图像质量，设置拍
摄模版；对技师拍摄胸片的错误技术和操作手法予以
纠正。

由 2 位副主任医师及以上职务且拥有国家尘肺
病诊断资质的医师依据 GBZ 70—2015《职业性尘肺病
的诊断》附录 C“胸片质量与质量评定”，使用灰阶显示
器（DG-500A，德为，中国）对胸片质量单独进行评定。
对于有疑问的胸片质量，两者协商讨论，根据综合评
定结果，选择二级及以上的胸片纳入数据库中。 

1.3    标注医师的选择和标注方法
因为本研究计划标注的 DR 胸片数量超过 2 万

例，需要标注专家的数量为 10 位左右，且所有标注专
家均为副主任医师及以上职称并经过考核。为提高标
注的准确性和灵敏度，防止出现记忆偏倚，本研究采
用多轮次分组交叉对数据进行标注，并在标注过程中
进行一致性检验。

参考尘肺病诊断医师读片考核方式[11]
，测试题库

共 100 例胸片，各期尘肺胸片共 50 例，无尘肺胸片
50 例，所有胸片均经过另外一批资深尘肺病诊断专家
集体读片作为标准答案，邀请尘肺病标注专家独立、
单盲法完成读片。测试满分 100 分，每例胸片价值
1 分。若尘肺分期判断正确记 1 分，尘肺病有无诊断正
确记 0.5 分，其他错误情况不得分。总分达到 95 分以
上者为合格，将合格专家纳入标注专家库中。分期判
断越准确，专家对胸片的标注准确率越高，人工智能
的判断也会越准确。

为确保标注专家的一致性，根据最大期望算法[12]

和《尘肺病数据标注规范与质量控制专家共识》[13]
，标

注数量每达 1 000 例时进行一次标注一致性检验，其
中有约 100 例是各位专家均标注过的共同数据，共同
数据中阴阳性分布均衡。具体流程如下：

①计算多名医师标注一例胸片的投票结果 l。
②在步骤①的基础上计算每个医师的初始一致

性率 Pmi，即某医师的标注结果和步骤①中标注结果
相同的胸片数占该医师标注胸片总数的比例。

③将每位医师对于同一例胸片的标注结果，乘以
自己的一致性率 Pmi，得到标注结果系数 sli，然后累加
相同标注结果标签的系数，累加结果最大额标签为胸
片结果 sl。

④以步骤③推算出来的每例胸片的标注结果为
准，推算每个医师标注的新的一致性率 Pmi’。将其标注
结果与步骤②中得到的胸片标注结果对比，结果相同
的数量再除以医师总标注数量，见公式（1）。

Pmi =
∑n

k= (slki - slk)
n (1)

式中：P，一致性率；i，标注医师编号；l，标注结
果；sl，标准结果；k，标注影像编号；m，一致性迭代轮
次；n，DR 胸片数量。

⑤最后使用步骤④中得到的新的一致性率，不
断重复步骤②和步骤③，直到一致性率收敛为止。

标注时参考 GBZ 70—2015《职业性尘肺病的诊
断》和尘肺病标准片，具体参数包括胸片质量、小阴影
形态、肺区小阴影密集度、病变范围（肺区数）、总体
密集度、小阴影聚集、大阴影、胸膜斑、心影蓬乱、尘
肺分期和附加符号。标注并不在胸片图像上进行勾
选，而是给胸片一个标签（或说明），后续人工智能根据
标签和对应的胸片进行训练，得到结果。

对于多位专家共同的标注数据，按照各张胸片投
票数的多寡进行判定，选择投票数最多的标签为最终
标注结果。若是各投票数相同，则邀请资深专家仲裁
作为最终结果。 

1.4    数据库的建立和数据的预处理
标注后的数据无法直接纳入数据库，对其进行数

据清洗和数据归档[14]。归档后图像按照数据增广[15]、
尺寸归一化[16] 和格式转换这一顺序进行预处理。 

1.5    模型的训练
本研究采用三种模型：ResNet-50、ResNeXt-50 和

TMNet。其中 ResNet-50、ResNeXt-50 为通用的深度卷
积神经网络模型，TMNet 则是在 ResNet 的基础上引
入全卷积网络的反卷积思想[17] 形成的。研究基于惠普
的小型服务器，算力为 2 张 Nvidia Tesla V100 32G，深
度学习框架使用 Pytorch。在模型训练完成后，将测试
集胸片输入模型中，模型根据程序会输出一个 0~1 之
间的数值，若截断值为 0.5，则 > 0.5 的胸片为尘肺胸
片， < 0.5 的胸片视为非尘肺胸片，通过改变截断值可
以调整模型的灵敏度和特异度等指标。

本研究模型训练的方式是十折交叉验证[18]。在数
据库中分层随机选取 90%的数据作为训练集，剩余
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10%的数据作为验证集进行训练，每次训练均会得
出相应准确率的模型，多次进行十折交叉验证，计算
均方误差的平均值，选出误差最小的模型作为最终的
模型。 

1.6    测试集的构建
选择 5 名在尘肺病诊断方面有超过 15 年经验的

资深专家组成专家组，新收集未纳入尘肺数据库的
DR 胸片共 500 张，所有胸片由 5 位专家共同阅片，对
于诊断有异议的 DR 胸片协商确定。收集的胸片中尘
肺病例占比不少于 50%，尘肺病期别按照壹期数量最
多，贰期次之，叁期最少分布。胸片中尘肺病种类包括
煤工尘肺、矽肺和石棉肺，所有收集胸片中没有其他
肺部异常情况。为了降低测试难度，所以没有纳入肺
部异常情况。 

1.7    统计学分析

x̄ ± s

模型的输出结果是以一个 0~1 之间的数值作为
变量，测试集中诊断为尘肺标为 1，无尘肺标为 0 作为
分类变量。将变量和分类变量输入到 MedCalc 19.7.2
软件中可以得到一条受试者工作特征（receiver operating
characteristic, ROC）曲线，由 ROC 曲线最佳临界点确定
截断值，得到准确率、灵敏度、特异度、阳性似然比、
阴性似然比、受试者工作特征曲线下面积（area under
curve, AUC）值、F1 值 [F1=2×阳性预测值×灵敏度/（阳
性预测值+灵敏度），是衡量二分类模型精确度的一种
指标，被看作是模型灵敏度和阳性预测值的一种调和
平均 ]，来评价模型的诊断性能。不同模型之间的
AUC 值比较采用 DeLong 检验。除 AUC 比较外，所有
数据采用 SPSS 25.0 进行分析，其中分类变量用百分比
描述，连续变量用 描述。假设检验均为双边，检验
水准 α=0.05。 

2    结果 

2.1    一般资料和胸片情况
本研究共收集训练集与验证集 DR 胸片 24 867 张，

其中阳性组 6 978 例（壹期 3 943 例、贰期 1 751 例、
叁期 1 284 例，分别占比 56.51%、25.09%、18.40%），阴
性组 17 889 例。年龄范围为 18~80 岁，平均年龄为
（56.0±3.5）岁；煤工尘肺＋矽肺占比为 90.52%，石棉肺
为 5.74%。DR 胸片质量中一级片占比 25.19%，二级片
占比 74.81%。

测试集胸片共 500 张，其中阳性组 298 例（59.60%），

阴性组 202 例（40.40%）。阳性组中尘肺病壹期 201 例，

贰期 68 例，叁期 29 例，分别占比 67.45%、22.82%、

9.73%。胸片质量方面，一级片数量 103 例（20.60%），

二级片数量 397 例（79.40%）。
在训练集和验证集标注的胸片中，其他肺部情况

如结核、肺气肿等共有 15 类，总数量为 312 例。其中
活动性肺结核数量最多，为 93 例，肺大泡、肺癌和胸
膜间皮瘤、胸腔积液、淋巴结蛋壳样钙化、类风湿性
尘肺数量均低于 10 例，见表 1。 

2.2    标注医师的一致性
本次研究过程中共有 9 名专家对胸片进行了标

注，分别计算他们对尘肺病分期标注的一致性和尘肺
异常（不分期）标注的一致性。所有专家的尘肺异常
（不分期）的标注一致性率均在 88%以上，相对而言，尘
肺分期的标注一致性率较低，最低为 84.68%。见表 2。
 

 

表 1   训练集和验证集胸片中其他肺部情况分布 （n=312） 
Table 1    Distribution of other chest radiograph findings in the

training set and the validation set (n=312)
 

标注符号 肺部情况 数量

bu 肺大泡 7

ca 肺癌和胸膜间皮瘤 8

cn 小阴影钙化 31

cp 肺心病 10

cv 空洞 20

ef 胸腔积液 3

em 肺气肿 15

ss 淋巴结蛋壳样钙化 2

ho 蜂窝肺 18

pc 胸膜钙化 13

pt 胸膜增厚 22

px 气胸 25

rp 类风湿性尘肺 9

tb 活动性肺结核 93

ot 除上述外的其他情况 36

 

表 2   专家标注的一致性
Table 2    Consistency of expert labeling

 

专家 尘肺分期的标注一致性率/% 尘肺异常的标注一致性率/%

专家1 93.66 93.66

专家2 90.38 95.19

专家3 89.43 93.29

专家4 89.12 90.33

专家5 88.27 90.39

专家6 85.94 88.13

专家7 84.75 90.85

专家8 84.68 89.06

专家9 85.62 88.53
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2.3    模型训练结果对比
以测试集作为金标准，三种模型的诊断效能如表 3

所示。TMNet 模型相较于另外两个模型，F1、诊断准确
率、灵敏度、特异度、阳性似然比、阴性似然比、
AUC 值等指标均更高。除 AUC 外，ResNeXt-50 模型相
比 ResNet-50 模型其余指标均更高。

表 4 显示，经 DeLong 检验，TMNet 模型与另外两
个模型的 AUC 差值相比差异均有统计学意义（P < 

0.001），而 ResNet-50 和 ResNeXt-50 之间差异无统计
学意义。
 

3    讨论
本研究通过收集 DR 胸片训练了三种深度卷积神

经网络模型，用于尘肺病的人工智能诊断。测试结果
显示，三种模型中最优的模型为 TMNet 模型，准确率
达到 95.20%，AUC 值为 0.987，灵敏度和特异度分别
为 99.66%和 88.61%。对尘肺病的不分期诊断，TMNet
模型在保证较高特异度的同时明显提高了诊断灵敏
度。北京某医院两位尘肺病医师（尘肺病诊断经验分
别为 < 5 年和  > 10 年）诊断 DR 胸片的灵敏度分别为
56%和 76%[19]。与尘肺病诊断医师的人工诊断结果相
比，TMNet 模型的诊断效能达到了尘肺病初筛的标
准。TMNet 模型目前可以作为计算机辅助诊断使用[20]

，

医生可以结合人工智能的判断结果对病人进行诊断。

因为模型诊断灵敏度特别高，代表漏诊概率较低，

可以大大减轻职业病诊断医师的工作压力，提高诊断
效率。

本次研究的三种模型均为深度卷积神经网络模
型，相较于其他人工智能诊断尘肺病的方法，如传统
机器学习方法支持向量机[2] 和深度学习方法人工神经
网络，深度卷积神经网络模型诊断效果更优[3]。支持向
量机和人工神经网络均需要采用传统的手工特征提
取方法且训练集可以是小样本量，但手工提取的特征
常常不是最优的，而且支持向量机多用于二分类的情
况，人工神经网络则容易产生过拟合情况，复杂图片
分类效果比较差，且训练难度随着层数的增加而增
大。深度卷积神经网络抛弃传统的手工特征提取方
法，直接将图像输入模型中经过卷积、池化等过程输
出结果，更为方便且分类效果更好。但是卷积神经网
络必须要大量的数据进行训练，且随着数据量的增
加，训练效果会更好，如果数据量不够，训练效果会较
差[21]。国内外应用卷积神经网络实现尘肺病的诊断的
研究相对较少，例如王峥等[19] 利用 ResNet 进行尘肺
病诊断，AUC 值可达 0.997。但是其数据均为一家医院
收集的数据且测试集和训练集为同一数据来源，可能
存在过拟合情况。

本研究存在一些局限性。首先是没有做尘肺病的
鉴别诊断。在实际的尘肺病诊断过程中，常常有气胸、
肺结核、肺气肿等肺部异常情况存在，收集含有这些
肺部异常的胸片可以得到一个更贴近实际情况的数
据集，提高模型的鉴别诊断能力，增强模型的泛化性。
但是本次研究过程专家标注出的肺部异常仅 312 例。
回顾研究标注过程，发现研究初始未对专家强调肺部
异常这一标注内容，部分专家在标注过程中忽视了这
一项而没有标注，还有部分专家无法确定阴影是何种
肺部异常情况，由此导致本次研究标注的肺部异常数
据相对于整个模型来说数据量太小，模型训练无法达
到期望效果。故本次研究不涉及尘肺病的鉴别诊断，

测试集胸片均无其他肺部异常情况。未来研究中将继
续收集胸片，对标注专家强调这部分信息标注的必要
性。待肺部异常数据提高到一定数量，模型经过不断
训练，可以实现尘肺病的鉴别诊断。其次，黑箱效应仍
是优化深度学习模型时的难点。虽然人工智能诊断已
经达到了较高的准确性，并且通过类激活可视化分析
能够检测模型是否学习到相关性，但是人工智能如何
得到结果仍然不清楚，可释性比较差[22]。最后，卷积网
络模型训练需要大量的训练数据，如果缺乏数据会影

 

表 3   三种模型尘肺病诊断效能的对比
Table 3    Comparison of diagnostic efficacy of pneumoconiosis by

three models
 

效能指标 TMNet ResNeXt-50 ResNet-50

约登指数 0.88 0.72 0.67

F1/% 96.11 89.18 86.48

准确率(95%CI)/% 95.20(92.90~96.80) 87.00(83.70~89.70) 84.00(80.50~86.90)

灵敏度(95%CI)/% 99.66(98.10~100.00) 89.93(85.90~93.10) 85.91(81.40~89.60)

特异度(95%CI)/% 88.61(83.40~92.60) 82.67(76.70~87.60) 81.19(75.10~86.30)

阳性似然比(95%CI) 8.75(6.00~12.90) 5.19(3.80~7.00) 4.57(3.40~6.10)

阴性似然比(95% CI) 0.01(0.01~0.03) 0.12(0.09~0.20) 0.17(0.10~0.20)

AUC(95%CI) 0.987(0.972~0.995) 0.911(0.883~0.935) 0.912(0.884~0.935)

 

表 4   三种模型尘肺病诊断的 AUC 两两比较
Table 4    Pairwise comparison of AUC in the diagnosis of

pneumoconiosis by three models
 

模型 AUC差值(95%CI) 标准差 Z P

TMNet vs. ResNeXt-50 0.075(0.047~0.103) 0.014 5.24 <0.001

TMNet vs. ResNet-50 0.074(0.052~0.097) 0.012 6.36 <0.001

ResNeXt-50 vs. ResNet-50 0.001(−0.036~0.037) 0.019 0.04 0.969
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响卷积网络模型的性能。本研究中模型的标注需要专
家的大量阅片，对于尘肺分期标注的一致性相较于异
常（不分期）标注的一致性更低，导致研究仅能实现
DR 胸片有无尘肺病的二分类诊断，无法满足实际的尘
肺病诊断应用。未来需要研究如何提高标注一致性以
提升模型的训练效果，使得模型能够精准识别尘肺胸
片的密集度与肺区分布，实现尘肺病的分期诊断。

本研究中构建的三种卷积神经网络能够客观且
稳定地诊断尘肺病的有无，其中 TMNet 模型的诊断效
能较另两个模型更好，获得了更高的准确度、灵敏度
和特异度。根据本研究结果，深度卷积神经网络模型
在尘肺病的诊断中迈出了探索性的一步，为将来实现
客观、高效的尘肺病人工智能分期诊断提供了基础。
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